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摘要:在线个性化学习系统能够根据学生的学习历史,为学生提供个性化的学习资源,辅助学生高

效学习.要提供精准的个性化诊断报告和个性化资源推荐,首先要对学生进行学业能力评估,其中

一个基础性任务为得分预测.对于得分预测任务,现有的研究和方法存在如下不足:①不能充分利

用大数据提升预测精度,②无法解决实际应用场景中常见的冷启动问题,③预测结果不可解释.为
此提出并实现了一种基于知识图谱的自编码模型(knowledge-awareauto-encodermodel,KAEM)
用于学生得分预测.首先介绍了含有教育专家先验知识的一种知识图谱,称之为锚题图谱;然后

KAEM采用深度学习自编码技术,将教研对锚题图谱的先验理解作为自编码器的正则化项加入模

型中,有效地解决冷启动问题.此外,此类模型的预测结果还可以解释化,为实际个性化学习推荐等

应用场景提供教研依据.KAEM已经在国内某在线教育系统上运行,取得了良好的效果;在大规模

数据上也实验验证了KAEM的有效性.
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Abstract:Toreducestudyburdenandboostefficiency,onlineeducationsystemsofferpersonalized
learningexperienceforstudents.Insuchsystems,abilityassessmentisafundamentaltaskasreflectedby
abasictask,namedscoreprediction.Themaindrawbacksofexistingpredictionmethodsare:①Inability
unabletofullyexploitthepotentialofbigdata,②coldstartproblem,③lackofreasonableexplanations.
Anovelknowledge-awareauto-encodermodel(KAEM)isproposedtoaddresstheseissues.Specifically,
anexercise-knowledge-graphwitheducationexperts’priorknowledgeisintroduced.Thenstudents’

performanceismodeledusingauto-encoderswiththecombinationofinformationinknowledgegraphas
regularizationitem.Byencodingandintegratingtheexperts’priorknowledge,KAMEcanimproveboth



predictionaccuracyandmodelrobustnessanddealwiththecoldstartproblem well.Furthermore,
reasonableexplanationsforrecommendationscanbegeneratedusingthismodel.KMAEhasbeenapplied
toafamousonlineeducationsystem.Extensiveexperimentsonlarge-scalerealdataclearlydemonstrateits
effectiveness.
Keywords:personalizedlearning,knowledgegraph,auto-encoder,coldstartproblem,scoreprediction

0 引言

随着互联网和人工智能的发展,教育领域中的

个性化学习系统也得到了长足的发展[1].个性化学

习系统通过大数据和人工智能算法,提供单个学生

或者班级的个性化诊断报告,便于学生、老师和家长

全面了解个体的学习状况;另外,个性化学习还可以

为学生提供精准的个性化资源推荐(如试题、学习视

频等),改变大班教学中千面一人的教学和学习方

法,让学生的学习更加有针对性[2-4].
要提供精准的个性化诊断报告和个性化资源推

荐,首先要对学生进行学业能力评估.学生在所有测

试题集合上的得分情况,即可代表该学生在该学科

上的学业能力[5].传统教育流程中,教育专家会设计

一套封闭的试题集合,比如一套专项学习的或者针

对某一个学科学段(如高一数学)的题集.若要准确

地评估学生的学业能力,则需要学生在该试题集合

上尽可能多地做题.考虑到测试完所有试题会耗费

学生过多的时间和精力,我们期望学生在试题集合

上做少量的试题,就能够预测该学生在剩下试题上

的得分,以正确评估该学生的学业能力,因此如何预

测一个学生在某一试题集合上的得分,是个性化学

习的基础性任务.
国内外在得分预测这个任务上已经有大量的研

究,这些方法有教育学领域类模型,如认知诊断类模

型中 的 项 目 反 应 理 论 (itemresponsetheory,
IRT)[6],结合贝叶斯推断和隐马尔可夫模型的基于

贝叶斯的知识跟踪模型(knowledgetracing)[7],机
器学习类的概率矩阵分解类模型[8],基于用户的协

同过滤[9],深度学习类模型等[10].这些方法有如下

不足:①大部分模型参数较少,很难对海量的学生数

据进行充分训练,导致模型预测精度不够.②这些模

型无法解决冷启动问题,在一些数据极度稀疏的情

况下,失去了可用的预测精度.③这些模型不具有可

解释性,学生、老师、家长无法看到诊断和推荐结果

的充分证据.如何利用更多的学生学业数据以及如

何增加更直接的试题间关系信息,以提升预测模型

的预测精度、健壮性和可解释性,是本文要解决的

问题.
首先,实际场景中面临的得分日志数据,是海量

并且高度稀疏的(因为海量的学生在试题集合上做

题,但是大部分学生只能做这个题集中的若干题),
这导致许多建模方法失去了预测精度[11].本文设计

了一种能够进行多层信息提取的模型,利用大数据

模糊处理数据的缺失部分;此外,本文将教育专家对

试题的先验理解,融入预测模型中,既解决了数据极

度稀疏情况下模型的鲁棒性,又能增加了预测结果

的可解释性.
自编码技术在图像去噪[12]及推荐领域[13]中有

着非常成功的应用案例.自编码技术可以将某个对

象从原始空间中转换到一个低秩空间中,并且能够

将对象再映射回原始空间,在这个数据二次映射(数
据重构)过程中,原始对象的一些空缺元素会被填充

上.受此启发,本文将深度学习自编码技术应用到教

育领域中学生学业能力的建模上,即对学生在试题

得分的空间进行非线性转换,得到学生能力的低秩

编码,再将低秩的学生能力解码,重构到试题得分空

间,填补学生在未做题目的得分.此外,教育领域中

的学业知识有很多结构化方法,知识图谱就是其中

之一[14],教育领域的知识图谱是将一个学科的知识

间的关系用加权有向图的形式表示.试题是学科知

识最好的表现形式,因此可以用典型试题来表示对

应知识,称作锚题[15].锚题之间的关系用前驱后继

进行定义.比如,对于锚题A、B,若要学会B,则必

须已经学会A,则称A 为B 的前驱,B 为A 的后

继.用有向箭头代表前驱后继关系,箭头上的权重代

表锚题和锚题间的难度差.由锚题和锚题之间的关

系构成的加权有向图称为锚题图谱.基于锚题图谱

的个性化学习推荐可以让学生的学习更加系统化,
学习目标更清晰[16].可以将图谱间试题的关系,作
为教育专家先验知识的载体,融入预测模型中,解决

冷启动和预测结果可解释化的问题.
综上所述,本文提出并实现了一种基于知识图

谱的自编码器用于学生得分预测,称为基于知识图
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谱的自编码模型(knowledge-awareauto-encoder
model,KAEM).具体而言,首先,本文采用自编码

技术对学生答题日志进行多层信息压缩和提炼,以
提升模型预测精度.此外,本文提出的KAEM融合

了锚题图谱中的试题难度偏序,即本文的模型既是

基于数据的,也是基于领域专家先验知识的,因此

KAEM能够很好地解决数据稀疏问题,表现出良好

的鲁棒性.最后,KAEM的预测结果具有可解释性.
在实际应用中,KAEM不仅仅告诉用户(老师、学生

等)精确的学生学业诊断结果,还可以告诉用户模型

是基于什么信息进行诊断的,使得用户能有针对性

地进行下一步的教学或学习.总之,本文提出的

KAEM的主要贡献总结如下:
(Ⅰ)KAEM能够有效地对学生的学业能力进

行建模,在得分预测任务上有较高的精度.
(Ⅱ)该模型在数据极度稀疏下仍然能够保持良

好的预测精度,有效解决了大部分应用场景下都会

遇到的冷启动问题.
(Ⅲ)该模型的预测结果具有可解释的特性.该

特性能够让研究者深入理解该模型的内部机理,并
且为实际个性化学习推荐等应用场景提供教研

依据.

1 相关工作

对于得分预测这个任务,国内外也有相关学者

做了大量的研究.本节将从教育领域类模型、机器学

习类模型及深度学习类模型3个方面,总结和介绍

针对得分预测的相关研究和技术.
1.1 教育领域类模型

教育心理学家在经典测量理论(classicaltest
theory,CTT)[17]的基础上,基于现代认知心理学、
计量心理学、现代统计学和计算机科学,演进成一套

较完备的认知诊断模型(cognitivediagnosismodel,
CDM)[18],以项目反应理论(IRT)[6]模型应用最为

广泛.IRT自从创立以来就被应用于各类教育学分

析应用,通过引入猜测系数等参数,并结合大量测试

结果训练这些参数,可以诊断每个学生的潜在能力.
一旦获得了学生的能力参数和试题参数(如难度和

区分度),则可以预测该学生在该试题上的得分.另
外,基于贝叶斯的知识跟踪模型[1]能够对学生学业

能力进行建模.该模型假设学生对知识点的掌握情

况被表示为一个二元变量,即学生处于“已掌握该知

识点”和“未掌握该知识点”两种状态之一.虽然学生

的知识点掌握情况不能被直接观察,但是可以通过

观察学生回答该知识点对应的练习题的正误来推测

隐藏变量的概率分布.该模型可以对每个学生的知

识点掌握情况进行预测,从而推断该学生在相应试

题上的得分.
1.2 机器学习类模型

一些数据低秩重构类模型可以应用在这个任务

上.比 如 矩 阵 分 解 类 算 法(probabilisticmatrix
factorization,PMF)[8],可以对大量的学生学业数

据进行低秩分解,获得关于学生和试题的隐信息,利
用隐信息重构学业数据以补全空缺值,作为学生对

应试题的预测得分.此外,传统协同过滤算法也可以

应用到教育领域的学生学业数据构建中[9].该方法

在海量学生集合中找到和当前预测学生最相似的k
个学生,以这些相似学生集合在某试题上的得分作

为依据,预测该学生在该试题上的得分.
1.3 深度学习类模型

当前,深度学习技术在不同的领域中取得了丰

硕的成果,比如,语音识别领域[19]、图像识别领

域[20]、自然语言处理领域[21]等.得分预测中,能收

集到的学生做题规模是海量的,因此这个研究任务

也非常适合引入深度学习技术.近些年,也有一些学

者利用深度学习技术做出了一些成果.DKT(deep
knowledgetracing)[10]模型是利用深度学习中的递

归神经网络(RNN)的LSTM模型,对学生的答题

记录进行建模.该模型引入了试题知识点信息,假设

该学生在某时刻做了一道试题,输入的是学生在该

题对应知识点上的得分情况.一旦某位学生有相当

数量的答题日志,则模型可以输出该学生试题空间

中所有试题的掌握情况,即获得该学生在这些试题

上的预测得分.

2 基于知识图谱的自编码模型

2.1 任务描述和定义

定义学生集合S={s1,s2,…,sm},锚题图谱集

合T={t1,t2,…,tn},学生答题记录集R={rij},
其中0<i<m+1,0<j<n+1,rij 代表学生

si 在试题tj 上的得分,对于客观题来说,得分为0
和1,对于主观题来说,将用该题的满分做归一化.本
文将日志R视为一个得分矩阵,其中rij 可能为空缺

值,表示对应学生没有做相关的题目.空缺值部分占

矩阵所有元素比例越高,说明该日志R 的稀疏程度

越高.对于不同的应用场景,获得的学生答题日志R
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的稀疏程度是不同的.R越稀疏,建模的难度越高.
本文的任务是训练一个得分预测模型,该模型

有如下能力:给定一个学生sk 在锚题图谱集合上的

部分得分记录 Rk = rkj  ,j∈X ,预测该学生在

其他试题上的表现 R
︿
k = rkj  ,j∈Y,其中,ti

≠tj,i∈X,j∈Y,X 代表学生sk 已经做过的题

目下标集合,Y 代表该生没有做过的题目下标集合.
本文依托某在线学习系统,获得一定量的学生

答题日志R.此外,教育专家会对锚题图谱的偏序关

系G 进行先验估计.我们将答题日志R 和图谱偏序

关系G 作为输入信息来训练模型,对学生学业能力

进行建模.

2.2 KAEM整体模型框架

图1是KAEM的整体模型框架.模型可以分为

两个部分.第一个部分为自编码过程.学生原始的得

分日志矩阵R(m 个学生,n道试题)通过一系列的

编码转换,会得到一个m×n维的重构矩阵R
︿,本文

要求重构矩阵R
︿
能够和原始得分日志矩阵R 更相

近,具体细节见2.3节;第二个部分为图谱关系约

束,本文希望重构矩阵R
︿
的一些特性,能够符合教

育专家的先验知识,具体细节见2.4节.这两部分会

作为一个整体联合建模.

图1 KAEM整体模型框架

Fig.1 TheframeworkofKAEM

  一旦获得了某个应用场景下的具体模型,将一

个待预测学生的得分日志Rk 作为模型的输入,就可

以预测该学生在图谱集合T 中的所有题目的得分

率R
︿
k.

2.3 自编码过程

如图1所示,学生原始的得分日志矩阵R,会先

通过一个encoder(编码器),将每个学生的特征向量

从n维降为n'维,其中n'≪n.对于学生日志R 来

说,即R'=EC(R).意味着每个学生由具象的答题

结果(n维),转换为由更加抽象的n'维特征(有可

能是隐含了学生更深层的抽象学业能力)表示,降维

编码过程使得模型学习到了题与题之间在得分上的

关系.之后,模型再通过decoder(解码器),将每个学

生压缩后的特征向量从n'维恢复成n维.对于矩阵

R'来说,即R
︿
=DC(R').在解码过程中,原始学生

日志中的缺失值能够补全,因为模型通过对大量学

生日志的信息提取,学习到了学生能力和题目得分

之间的关系.整个二次转换过程称为学生得分信息

的自编码过程.最后,自编码模型的目标是比较原始

R和重构矩阵R
︿
之间的差异.差异越小,则意味着自

编码过程的信息损失越小,模型性能越强.目标函数

可以形式化的表示为

minI‖R-R
︿
‖2F.

其中,‖·‖2F 为Frobeniusnorm,I是一个m×n
维的指示矩阵,若R 中的rij 是非空缺值,则对应的

Iij 为1,否则为0.
2.3.1 数据初始化

如果rij 为空缺值,本文以rij 所在位置的行列

平均值,作为其初始化值,填充在R 中,即
rij=α×meanri:  +β×mean(r:j).

式中,ri:代表矩阵R 中第i行所有非空缺值元素的

集合,其均值物理意义为第i个学生的历史平均水

平;r:j代表矩阵R 中第j列所有非空缺值元素的集

合,其均值物理意义为第j道题的平均得分率(试题

难度).α和β为先验权重,其和为1.一般α<β,因
为试题平均得分率的统计量比较稳定.

值得注意的是,也可以对空缺值进行随机初始

化,但是这会导致模型训练收敛变慢.
2.3.2 自编码策略

本文采取了两种不同的自编码策略,这两种自
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编码策略在图像、文本处理中都有着不错的应用效

果,这是第一次把该策略引入到教育领域的得分预

测任务中.
一种 策 略 是 栈 式 自 编 码 (stackedauto-

encoder,SAE)[22],对于学生i的得分日志 Ri =
rij  ,0<j<n+1(学生在每道题上都有原始得

分或者初始化的得分),本策略对 Ri 进行多层编

码,即
z(l)=W(l)a(l-1)+b(l),

a(l)=ReLu(z(l)).
式中,W(l)和 b(l)是第l层的编码器的参数,
z(l)是第l层编码后的结果,a(l)是 z(l)经过

ReLu(·)激活函数后的结果,也是第l层的最终输

出.当l=1时,a(l-1)=Ri,最后一层编码器,不
需要再使用ReLu(·)激活函数.编码器的层数视

锚题的个数而定,一般锚题的个数越多,编码器的层

数设置越多.
接下来,对编码后的低秩向量进行解码,假设编

码器有p层,那么

z(p+l)=W(p+l)a(p+l-1)+b(p+l),
a(p+l)=ReLu(z(p+l)).

  对于解码器的最后一层,本文使用Tanh(·)激
活函数(ReLu(·)函数在0点处没有梯度,导致收

敛不好).由于Tanh(·)激活函数不能保证最终解

码出的R
︿
i 中的元素是大于0的,不符合分数非负的

物理意义,因此还会加上非负的约束,即

min‖R
︿

- ‖2F.
式中,R

︿
- 代表R

︿
中元素为负数的部分.

栈式自编码结构简单、易于实现.当模型层数较

深时,会有模型参数较多、容易过拟合等缺陷.为此

本框架将采用图像处理中常见的卷积自编码策略

(convolutionalauto-encoder,CAE).由于卷积自编

码中每层的卷积核是复用的,因此模型参数较少,不
容易过拟合,在实际应用中更受青睐.

卷积自编码[23]同样地,对学生i的得分日志

Ri 进行多层的卷积编码,即
z(l)=Cov(a(l-1);W(l),b(l)),

h(l)=ReLu(z(l)),
a(l)=Pool(h(l)).

式中,W(l)和b(l)是第l层的编码器的卷积核参

数,Cov(·)为卷积操作,z(l)是第l层编码后的结

果,h(l)是 z(l)经过ReLu(·)激活函数后的结

果,a(l)是h(l)经过池化后的结果,也是l层的最

后输出.本文使用的池化方法为maxPooling.当l=

1时,a(l-1)=Ri.
假设编码器有p层,卷积自编码的解码过程为

z(p+l)=DCov(a(p+l-1);
W(p+l),b(p+l))a(p+l)=ReLu(z(p+l)).
式中,DCov(·)操作为反卷积操作.对于解码器的

最后一层,本策略使用的是Tanh(·)激活函数,因
此也要做非负的约束.

本文把对学生日志R 做自编码的过程,简写成

R
︿
=AE(R),其中AE(·)函数代表自编码整体函

数,于是上一节的公式,可以改写为

minI‖R-AE(R)‖‖2F.
  自编码技术增加了模型的复杂度,但能够充分

利用大数据的优势,提升预测精度.
2.4 图谱关系约束

本小节将讨论如何将偏序关系引入如上的深度

学习框架中.
大多数实际应用场景中,针对一个固定的锚题

图谱集合T,每一个学生只会在少量的题目上有答

题记录,这样导致答题日志矩阵R 有很多的缺失

值,即这个矩阵十分稀疏,因此仅仅利用R 中的信

息,很难对学生学业能力进行泛化建模.由于锚题图

谱的偏序关系G 中,蕴含了大量的教研先验,因此

可以将偏序关系G 作为预测模型一个有效的正则

化项,对自编码后得出的R
︿
进行约束.

具体的,锚题图谱的偏序关系G 是如下元素的

集合:
Pij=Di-Dj.

式中,Di 代表第i道题的先验难度.由于试题的难

度与试题本身以及测试学生相关,所以教育专家很

难预估这个先验难度[24-25].Pij 代表第i题和第j题

的相对难度差.教育专家是能够对 Pij 进行先验估

计的,因为图谱上部分相邻题都有明确的前驱后继,
或者难度偏序关系,教育专家可以对这种相对难度

差,进行大致的先验估计.在本文中,教育专家对

Pij 分为7档,从0.3~0.9,步长为0.1;0.3以下的

偏序关系,教育专家一般认为是非稳定的,不能作为

锚题图谱的偏序关系G 的元素.根据重构后得出的

R
︿,获得了试题A 和B 的预测难度,并且期望它们

的难度差能够符合锚题图谱中的先验偏序关系.
自编码重构后得出的R

︿,试题i的难度定义为

D
︿
i,因此 P

︿
ij=D

︿
i-D

︿
j,为从R

︿
中得出的偏序关

系.模型希望 P
︿
ij 能和先验的锚题图谱的偏序关系

G 中的 Pij 更加接近,即
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min1N∑(P
︿
ij-Pij)2,Pij∈G,N=|G|.

  这个限制会促使自编码重构出来的R
︿,更加符

合真实的教研规律,即对同一个学生来说,预测其做

对难题的概率与预测其做对简单题的概率之差,要
符合教育专家对这两道题偏序关系的先验理解.

融合先验的偏序关系一方面可以将原本独立的

学生答题数据关联起来.在数据极度稀疏的情况下,
两个学生群体所做的试题往往没有交叠部分,而试

题的偏序关系可以将这两部分答题数据联系起来统

一建模,保证了一定的预测精度,解决常见的冷启动

问题;另一方面会约束预测结果和先验的偏序关系

保持一致,结合锚题图谱的结构后,可以对预测结果

进行解释化,增加实际的应用价值.
将上述几个约束合并,即可得出KAEM整体

的损失函数,即

min
θ
I‖R-AE(R)‖2F +λ1N∑(P

︿
ij-Pij)2,

Pij∈G,N=|G|.
式中,θ为自编码器的模型参数,λ为模型预设的超

参数,一般设为0.2左右.

3 实验

本节将从得分预测的效果、冷启动情况下的效

果对比、得分预测的可解释化3个方面,来说明本文

所提KAEM的有效性和实用性.
3.1 数据集介绍

本文所使用的实验数据,来自于国内某知名在

线学习系统[26].该系统采取基于锚题图谱的推荐方

式,为了便于检验各种方法的预测效果,本实验取答

题日志中最稠密的,即缺失值最少的部分.该部分为

高中数学解析几何相关的锚题图谱片段,共有110
个锚题节点.数据集统计指标细节如表1所示.

表1 实验数据集介绍

Tab.1 ExperimentaldatasetsummaryofKAEM

统计指标 值

日志R中的元素个数 2047744
日志R中所涉及的题目数

(即锚题图谱节点个数) 110

日志R中所涉及的学生数 19432
平均学生答题数 105.38

学生答题平均正确率 0.61
日志R中缺失值占比 4.2%

偏序关系G 的元素个数 138

3.2 对比方法介绍

为了 检 验 本 文 KAEM 的 效 果,首 先 采 用

KAEM的两种不同自编码策略的模型:基于知识图

谱的栈式自编码方案(knowledge-awarestacked
auto-encoder,KSAE)和基于知识图谱的卷积自编

码 方 案 (knowledge-aware convolutionalauto-
encoder,KCAE).实验对比去除教育专家先验经验

的卷积自编码模型,一方面用来验证用深度学习中

自编码方案做学生得分预测是否合理;另一方面对

比说明,在数据极度稀疏情况下融入教育专家先验

经验确实会增加模型的鲁棒性.此外,实验还将对比

若干种流行和先进的学生建模及得分预测模型,有
传统机器学习类模型协同过滤方法和PMF,有教育

类模型IRT和BKT(Bayesianknowledgetracing)
以及深度学习类模型 DKT.特别需要注意的是

BKT和DKT模型需要对试题进行知识点(考点)的
标注.对比方法的介绍如下:

(Ⅰ)IRT[6]:项目反应理论是一种认知诊断模

型,通过对学生在试题上的得分建模,得到学生以及

试题的相关参数,可用于得分预测任务.
(Ⅱ)BKT[7]:基于贝叶斯的知识跟踪模型,根

据学生在练习过程中的答题表现,跟踪其知识掌握

情况.
(Ⅲ)协同过滤方法(collaborativefiltering,

CF)[9]:根据答题日志R,以学生的答题得分作为特

征,计算学生间的相似度(基于用户的协同过滤).用
待预测学生的相似学生集合的对应的试题得分均

值,作为该学生该题的预测得分.
(Ⅳ)PMF[8]:概率矩阵分解方法,会将答题日

志R 进行低秩分解,再将分解后的子矩阵合并后,
得到重构后的矩阵R

︿
.以重构后R

︿
的元素r

︿
ij,作

为学生i在第j题的预测得分.
(Ⅴ)DKT[10]:深度知识跟踪模型利用深度学习

中的一种递归神经网络LSTM模型,对学生的答题

记录进行建模.
(Ⅵ)卷积自编码(CAE)[23]:用卷积自编码策

略,对得分预测矩阵R 进行重构.以重构后R
︿
的元

素r
︿
ij,作为学生i在第j题的预测得分.该模型不

会融入锚题图谱偏序关系的约束.
3.3 得分预测效果对比

为了检验得分预测的准确性,本实验将得分日

志R 分为训练集 Rs 和测试集 Rt.具体的会随机

地将每个学生的得分日志中抽取比例为C 的日志

作为测试集Rt,其余部分作为训练集Rs.比如当
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取C 为0.8时,即表示会用每个学生得分日志R 中

20%的数据做模型训练,去预测该学生在其余80%
的试题得分.

本实验用如下两个指标来衡量不同方法的预测

精度[27-28].一种是从回归的角度来衡量,因为所有

方法预测学生的得分是一个0到1之间的浮点数,
所以本实验用均方根误差(RMSE)来衡量 Rt 和预

测出的R
︿
t 之间的差异.RMSE值越小,说明该方法

预测的精度越高.另一种是从分类的角度来衡量.为
了更直观地理解得分预测的效果,还可以用阈值0.
5将得分率划分成0或1,即错误和正确这两种情

况.这样就可以用预测准确率(ACC)来直观地比较

Rt 和预测出的R
︿
t 之间的差异.ACC值越高,说明

该方法预测的精度越高.
本实验取C 为0.8,用3.2节所提到的各种方

法,得到如图2和图3的对比实验结果.

图2 各种方法在RMSE指标上的结果

Fig.2 OverallresultsonRMSE

图3 各种方法在ACC指标上的结果

Fig.3 OverallresultsonACC

从图2和图3中可看出,采用深度学习自编码技

术的3个模型,CAE,KAE和KCAE,无论是在RMSE
还是ACC两个指标上,都优于其他模型(PMF在相

对稠密数据上,表现也较好).这说明了自编码技术可

以利用海量的学生答题数据,从中提取学生能力和试

题得分的关系,有助于提升得分预测的精度.另外,增
加锚题图谱偏序关系的两个模型KAE和KCAE,在
性能上略优.这说明了教育专家的先验知识会对试题

间的偏序关系进行有效补充,而这部分信息有可能从

学生日志中没有充分体现.
3.4 冷启动情况下的效果对比

在一些推荐应用场景中,会遇到冷启动问题.特
别是教育类个性化学习场景中,当学习系统刚上线

使用时,大多数学生只会做过锚题图谱中的极少部

分试题,即学生日志R(m 维远高于n维)的稀疏比

例非常高,甚至可能高过90%.我们将稀疏参数C
从0.1逐渐增大到0.99,来检验不同方法在面对训

练数据逐渐减少的情况下RMSE和ACC的表现,
如图4和5所示.其中较粗的曲线为KAEM类模型

的变化趋势.

图4 随着稀疏程度增加,RMSE的变化趋势

Fig.4 ThecurveswithdifferentsparsedegreeonRMSE

图5 随着稀疏程度增加,ACC的变化趋势

Fig.5 ThecurveswithdifferentsparsedegreeonACC

由图4和图5可知:①随着数据稀疏程度的增

加,所有方法的预测性能都会下降,这是因为随着数

据稀疏程度的增加,各种模型获得的有效信息在逐

渐减少.②KAEM类模型由于增加了先验的锚题图

谱的偏序关系,鲁棒性得到了极大的增强.在一些极

端情况下(甚至稀疏参数C 达到了0.99),KAE和

KCAE模型仍然可以保持良好的预测性能.③其他

方法的性能下降的趋势较为明显,特别是当稀疏参
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数C 大于0.9后,大多数方法的性能会下降到几乎

随机.特别地,在数据相对稠密情况下表现良好的

PMF模型,随着数据稀疏度增高,性能下降的尤其

显著.总之,相比于传统模型,增加了锚题图谱偏

序关系 的 KAEM 类 模 型,更 擅 长 处 理 冷 启 动

情况.
3.5 得分预测的可解释化

由于KAEM类模型增加了先验的锚题图谱的

偏序关系G,因此可以使得该类模型的得分预测结

果具有可解释性.一方面,可以直观地说明为什么该

模型在数据极度稀疏下,仍然能够保持良好的预测

性能;另一方面,可解释性对某些应用场景来说非常

重要.比如在个性化学习中,具有可解释性的学生诊

断报告,能够指导老师或者学生进行有针对性的教

学或学习.
3.5.1 可解释化对比实验

为了检验模型的可解释性是符合教育专家的认

知,本文进一步设计了对比实验.具体地,第一组采

用本文提出的模型 KAE和 KCAE,对照组采用

PMF和CAE模型(其他模型在预测精度上已经与

KAEM类模型差异较大).在同一个测试集上,本实

验获取模型的一个预测得分r
︿
ij,并且让老师观察

学生i在j题前驱后继题目的实际表现.如果教育

专家认为预测得分r
︿
ij 能够由该学生在其他相关题

的表现中推断出来,则预测得分r
︿
ij 是符合教育专

家认知的.本实验在稀疏程度C 为80%的情况下,
随机抽取了50个学生的预测结果,分别由5名教育

专家对每个模型的预测结果进行合理性判断.本实

验以合理比例(预测结果合理的个数占预测结果总

数的比例)作为验证指标,并取5名教育专家的合理

比例的平均值作为某一模型最终的“合理比例”,结
果如图6所示.

图6 不同方法预测结果的合理比例

Fig.6 Overallresultsonreasonableproportion

由图6可知,结合锚题图谱的偏序关系G的两

个模型,在预测结果可解释性的合理比例上,远高于

其他模型.实际应用中,KAEM类模型产生的预测

结果,能够给老师和学生带来更多的帮助.
3.5.2 可解释化示例

图7为KAEM可解释化的一个例子.这是某个

学生在一道试题上的预测结果展示.A~E 五个节

点分别代表锚题图谱中的五道试题,节点上的数字

代表某学生在这五道题上的掌握程度(即答题结果

或预测结果),其中C 节点上为模型预测值.节点间

的有向边代表锚题图谱的偏序关系,箭头的方向是

前驱到后继的方向,边上的权重为教育专家预设的

难度差 Pij.比如锚题A 为锚题C 的前驱题,锚题

C为锚题A 的后继题,并且教育专家认为锚题C 比

锚题A 的难度要高,它们的平均得分率的差值应该

在0.4左右.A~E 五个节点的试题题面见表2,五
道题均为选择题,此表中忽略这五题的选项.

图7 可解释化示例

Fig.7 VisualizationcaseofKAEM

由图7和表2可知,模型对该学生在锚题C 预

测的得分(掌握程度)为0.31是比较合理的.因为,
首先C 的得分率是介于两个前驱A、B 和一个后继

E 之间的;另外,与C 有共同前驱(B)的D 的得分

率为0.666,在B 的两个后继中,C 的综合程度更

高,得分率应比D 略低.通过日志的查询,该学生在

锚题C 的实际得分率为0.33,也验证了模型预测具

有较高的准确性.
上例说明了模型为何在数据极度稀疏的情况

下,仍然有较好的表现.因为图7中锚题C 的出入

度都较高,所以锚题C 是一个关键点.假设在数据

极度稀疏的情况下,某学生仅仅有锚题C 的实际得

分,模型可以通过图谱偏序关系G,合理地推断出该

学生在锚题A、B、E 的得分,并且通过锚题B 和E
的得分,推断出锚题D 的得分.锚题图谱的偏序关
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系G,可以将稀疏数据中的各个有值部分关联起来,
并结合深度学习的自编码方法,将日志R 中的有效

信息融入预测模型中.
另外,该学生做错了锚题E,学习系统可以根据

图谱偏序关系和预测结果,推荐该学生去学习锚题

C,因为很有可能是该生在锚题C 的相关知识没有

掌握,导致其在后驱锚题E 上失分.同样地,老师也

可以根据大量学生在图谱上的汇总掌握程度,去指

导其日常的教学.

表2 可解释化示例中的试题信息

Tab.2 TheexercisesinvisualizationcaseofKAEM

节点号 题面 知识点(考察点)

A 过点(3,-2)且与椭圆4x2+9y2-36=0有相同焦点的椭圆方程是 椭圆标准方程

B
已知椭圆 x2

32+
y2
16=1内有一点B(2,2),F1、F2是其左、右焦点,M 为椭圆上的动点,

则 MF1
⇀

+ MB
⇀

的最小值为

椭圆的定义

C
已知椭圆 x2

4 +y2=1的左、右焦点分别为F1,F2,点P 在椭圆上,当△F1PF2 的面

积为1时,PF1
⇀
·PF2

⇀
=

椭圆的焦点三角形

D 已知椭圆的长轴是8,离心率是 3
4
,此椭圆的标准方程为 椭圆的离心率



E
过椭圆 x2

16+
y2
12=1的左顶点A作斜率为k(k≠0)的直线l交椭圆于点C,交y轴于点

D,P为AC中点,定点Q满足:对于任意的k(k≠0)都有OP⊥DQ,则Q点的坐标为

椭圆与直线的位置关系







5 结论

本文针对得分预测问题,提出了一种融合锚题

图谱偏序关系的得分预测模型,称为基于知识图谱

的自编码模型(KAEM).此类模型采用了深度学习

自编码技术,在预测精度上超过了现有教育领域类

和传统机器学习类等模型.另外,本文利用了教育领

域下试题间特有的难度偏序关系,将教研对锚题图

谱的先验理解加入到模型中,能够有效地解决大多

数应用场景下会遇到的数据极度稀疏和冷启动问

题.本文的KAEM除了具有较高预测精度和鲁棒

性外,还可以解释化,让研究者能够深入理解该模型

的内部机理,为实际个性化学习推荐等应用场景提

供教研依据.
在未来的工作中,还可以在如下几点对模型框

架进行优化和改进:①融合更多的试题特征.本文当

前只是融合了锚题图谱的偏序关系,下一步还可以

结合试题的知识点标注,将试题知识点间的关联性,
甚至试题的题面文本[29]等,融入模型中;②融合更

多的学生特征.学生的在线答题时长,学生的先验学

习水平等,都可以作为模型的输入特征,增加模型的

鲁棒性;③多学科建模.当前的模型仅仅是对学生的

单学科进行建模.学生的深层抽象能力应该会影响

学生在不同学科上的表现.后续可以对同一个学生

群体的不同学科的答题表现进行统一建模,并结合

教育专家的教学经验,从学生的学业大数据中挖掘

出更加深刻的学生综合建模信息.此外,还可以尝试

将该模型用于其他的应用场景中.比如在电影推荐

系统刚上线时,用户对电影的打分记录比较稀疏,我
们可以利用电影票房等电影间的先验偏序关系作为

约束,利用KAEM框架建模和预测用户对电影的

打分情况.
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