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摘要:为了实现大数据环境下非线性高维数据的降维,提出了基于Spark的并行ISOMAP算法.
在该方法中,为了快速求解大规模矩阵的特征值和特征向量,设计并实现了基于Spark的并行块

Davidson方法;同时,针对大规模矩阵计算和传输困难的问题,提出了基于RDD分区的行块式矩

阵乘法策略,该策略把每个分区中的矩阵行转换成块矩阵,行块式矩阵可不受map算子对RDD逐

条计算的限制,并可以利用Spark中的线性代数库参与矩阵级别的运算.实验结果表明,行块式矩

阵乘法策略有效提高了矩阵运算的效率,并行块Davidson方法能够快速求解大规模矩阵特征值和

特征向量,有效提高了并行ISOMAP算法的性能,表明并行ISOMAP算法可以适应大数据环境下

的降维处理.
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Abstract:Toreducethedimensionofthenonlinearhigh-dimensionaldatainthebigdataenvironment,a
parallelISOMAPalgorithmbasedonSparkisproposed,whereaSpark-basedparallelblockDavidson
methodisdesignedandimplementedtoquicklysolveeigenvaluesandeigenvectorsofthelargescale
matrices.Simultaneously,arow-blockmatrixmultiplicationstrategybasedonRDDpartitionisproposed
forthedifficultyofcomputationandtransmissionofthelargescalematrices,whichconvertsthematrix
rowsineachpartitionintoblockmatrices.Therow-blockmatricesarenotrestrictedbythemapoperator
toRDDcalculationonebyone,andcantreatoperationsatthematrixlevelbyusinglinearalgebraic
LibraryinSpark.Theexperimentalresultsshowthattherow-block matrix multiplicationstrategy
effectivelyimprovestheefficiencyofmatrixoperations;theparallelblockDavidsonmethodcanquickly
solvetheeigenvaluesandeigenvectorsofthelargescalematricesandeffectivelyimprovetheperformance



ofparallelISOMAPalgorithm;andtheparallelISOMAPalgorithmcanadapttodimensionalityreduction
inthebigdataenvironment.
Keywords:ISOMAP;row-blockmatrix;blockDavidsonmethod;Spark

0 引言

随着互联网、物联网、电子商务、云计算等技术

的发展,数据呈现爆炸式增长,并且数据的结构越来

越复杂,维数越来越高.数据规模的增大和维数的增

加,大大增加了数据分析处理的复杂度,耗费大量计

算资源,引发“维数灾难”.
为了挖掘隐藏在大数据背后的价值,必须降低

大数据的复杂性,而降低数据的维数是降低大数据

复杂性的主要方法之一.数据降维的目的就是在保

持原始数据的分类和决策能力前提下,去掉数据中

的冗余信息.流形学习方法可以发现隐藏在高维数

据中的内在流形结构,降低数据的维数.等距特征映

射法(isometricmapping,ISOMAP)[1]是一种典型

的流形学习方法,在机器学习、模式识别、医疗等领

域有着广泛应用[2-5].即便如此,面对现实世界中的

大数据,串行的ISOMAP算法也无能为力.
并行流形学习方法是在传统流形学习方法基础

上为适应大数据处理的需求而发展起来的,这些方

法通常会利用一些高性能的计算平台或计算工具,
并结合自身特点改进整体或部分过程,提高大规模

数据集的降维效率.文献[6-7]利用GPU实现了并

行流形学习算法,文献[8-11]基于 Hadoop平台实

现了并行流形学习算法,文献[12-13]基于CUDA
实现了并行流形学习算法.文献[14]提出了一种大

规模数据降维并行框架,在大型并行机器上实现了

特征分解通用计算块.文献[15]提出了基于Spark
的并行ISOMAP算法,利用并行幂法迭代特征值求

解方法可以求出最大特征值.文献[16]利用梯度下

降方法求解低维嵌入的方法代替LLE算法中大型

稀疏矩阵的特征值分解,明显降低了时间复杂度和

存储消耗.
特征值求解是ISOMAP算法的关键步骤,为了

实现ISOMAP的并行必须实现特征值求解的并行.
在多数并行流形学习算法中,并行特征值求解较多

使用集成工具或接口中的特征值计算函数,大量内

存耗费在大规模矩阵的存储和读取上;而且矩阵特

征值求解复杂度高,当矩阵规模较大时,特征值求解

耗时较多.在单机环境下,由于内存的限制可能无法

求解,因此为了实现ISOMAP的并行必须设计分布

式平台下的特征值并行求解算法.
本文提出了一种基于Spark的并行ISOMAP

算法,针对大规模矩阵计算和传输困难的问题,提出

了一种基于RDD分区的行块式矩阵乘法策略;设
计并实现了基于Spark的并行块Davidson[17]方法,
可较快地计算出大规模矩阵的部分特征值和特征向

量.实验结果表明,本文提出的并行方法可以有效地

将高维大数据映射到低维空间中.

1 ISOMAP算法介绍

ISOMAP算法是 MDS算法的非线性推广,能
够保持数据的全局特性.ISOMAP用测地线距离代

替欧式距离,在将高维数据映射到低维空间时保持

测地线距离不变.ISOMAP算法包括3个步骤:构
建邻域、估计测地线距离及特征值求解,详细过程可

参考文献[1].
如果高维数据所在的低维流形与欧式空间中的

某个子集整体等距,并且这个子集是一个凸集,那么

ISOMAP算法会取得较好的降维结果.ISOMAP算

法得到的特征值求解矩阵是一个非稀疏矩阵,计算

复杂度较高,因此串行ISOMAP不适合大数据环境

下的降维处理.

2 行块式矩阵乘法策略

大规模矩阵运算在单机环境下执行速度较慢甚

至会产生内存溢出.Spark可以利用 RDD存储矩

阵,当RDD不再参与运算时,可以取消持久化,从
而合理利用内存资源.由于矩阵可按行或列排列,将
大规模矩阵划分成行块式矩阵,可充分利用Spark
中的线性代数库,提高计算效率,为此提出了基于

RDD分区的行块式矩阵乘法策略.
2.1 行块式矩阵划分

Spark中,矩阵存储最简单直接的方式就是把

n 阶方阵从存储文件按行读取到RDD中,读取过程

如图1所示.在读取过程中,把每行数据保存到向量

中并按原矩阵的行号次序从0编号,即可转化成以

RDD存储的<lineID,lineVec>(键值对)形式,记
作lineRDD,其中lineID为原矩阵的行号,lineVec
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为原矩阵对应的行向量.使用这种行矩阵,每次只有

一行数据参与向量级别的运算,效率较低.

图1 行矩阵存储

Fig.1 Thestorageofmatricesbyrows

为了提高计算效率,设计了基于 RDD 分区

(Partition)的行块式矩阵.行块式矩阵利用RDD分

区对行矩阵进行划分,如对图1中的行矩阵进行转

换,转换原理如图2所示.在实际存储行矩阵时,每
个分区中会有一定数量的矩阵行,令RDD分区个

数为q,则每个分区的矩阵行数为r=n/q(理想情

况下,假设每个分区的矩阵行数相同).

图2 行块式矩阵转换

Fig.2 Theconversionprincipleofrow-blockmatrices

从图2可知,行块式矩阵是把每个分区中的r
条<lineID,lineVec>键值对转换为一条键值对,可
表示为<blkID,blkMatrix>形式,记作blkRDD,其
中blkID为行块式矩阵的块号,与分区号保持一致,

blkMatrix为块号对应的子矩阵.
2.2 乘法策略原理

设A*B=C,把n 阶方阵A 划分成q个行块式

矩阵,B 是n*k 阶矩阵,分别计算Ai*B=Ci(i=
1,… ,q),最后把Ci 按块号顺序排列得到n*k阶

C 矩阵,具体过程如图3所示.

图3 行块式矩阵乘法原理

Fig.3 Principleofrow-blockmatrixmultiplication

上述乘法计算中,k 是比较小的整数,矩阵B
可看作小矩阵,所以不做分块处理并不影响计算效

率.根据上述行块式矩阵乘法原理,设计基于Spark
的行块式矩阵乘法,并以包含一个 Master节点和两

个 Worker节点的Spark集群为例介绍乘法的具体

过程,如图4所示.

图4 基于Spark的行块式矩阵乘法

Fig.4 Principleofrow-blockmatrix
multiplicationbasedonSpark

乘法运算时,小矩阵B 存放于 Master节点中,
矩阵A 存放在具有q 个分区的RDD中,每个分区

对应 一 个 行 块 式 矩 阵 Ai,分 别 存 储 在 不 同 的

Worker节点中.在执行Spark作业时,Worker节点

会启动 若 干 个 Executor进 程,Master节 点 下 的

Driver进程会为Executor进程分配task任务.由于

RDD的每个分区的行块式矩阵乘法只能在一次

task任务中执行,所以总共需要执行q 次task任

务.Driver进 程 启 动 之 后 把 矩 阵 B 广 播 到 所 有

Worker节点下,方便每个 Worker节点中的行块式

矩阵Ai 与B 做乘法运算,然后得到矩阵Ci.Master
节点收集所有 Worker节点中的Ci,并按照块号顺

序组合成矩阵C.当输入矩阵是行块式矩阵时,分布

式矩阵和小矩阵之间的乘法可以看作两个小矩阵的

乘法,将多组矩阵乘积最后组合成一个大矩阵.

3 基于块 Davidson的并行特征值求

解方法

3.1 Davidson方法

Davidson[17]方法是一种近似特征值求解方法,
它以Rayleigh-Ritz方法为基础,利用子空间迭代法

直接求解最大特征值或最小特征值,在效率上优于

一般特征值求解方法,非常适合工程应用.Davidson
方法在Rayleigh-Ritz方法的基础上,定义了残量rk
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和产生新向量t的预处理公式,通过迭代方式获取

近似特征值和特征向量.设Vk 为标准正交子空间,
求解矩阵A 的特征值和特征向量的Davidson方法

具体过程如下:
(Ⅰ)计算Rayleigh矩阵Hk =VT

kAVk ;
(Ⅱ)计算Hk 的最大(或最小)特征值和对应的

特征向量(μk,yk);
(Ⅲ)计算Ritz向量xk =Vkyk ;
(Ⅳ)计算残量rk =(μkI-A )xk ;
(Ⅴ)进行收敛性检查,如果‖rk‖<ε,可得到

目标特征值和对应的特征向量;
(Ⅵ)若不收敛,则令t=(μkI-DA)-1rk ;
(Ⅶ)正交化处理Vk =MGS(Vk,t),继续执行

上述过程.
Davidson方法首先通过低维 Rayleight矩阵

Hk 的特征向量估计高维矩阵A 的特征向量,并利

用预处理技术精化迭代过程产生的残量rk ,得到新

的向量t;然后将Vk 和t正交化的结果更新Vk,以
增加子空间的基底数量.
3.2 块Davidson方法

由于 Davidson 方 法 计 算 耗 费 较 高,于 是

Sadkane等[18]提 出 了 基 于 重 新 开 始 技 术 的 块

Davidson方法.该方法能够求出矩阵的多个最大特

征值和特征向量,当矩阵的目标特征值分布比较密

集,与非目标特征值较为接近时,也能够保持良好的

收敛速度和准确率.
块Davidson方法把初始向量空间扩展到l维,

每次计算出l个Ritz值μk,i 和Ritz向量xk,i,并通

过公式rk =(μkI-A )xk 计算l个残量值rk,i.当
不满足‖rk‖<ε时,利用公式t=(μkI-DA)-1rk

产生l个新的向量tk,i,并对tk,i 和当前向量空间做

正交化处理,利用得到的l个处理后的向量更新特

征向量空间.同时加入重新开始技术,即当特征向量

空间Vk 的列数超过m 时,保留当前迭代的Ritz向

量和 新 特 征 空 间 向 量tk,i 重 新 为 Vk 赋 值.块

Davidson方法可以快速求解出实对称矩阵的多组

特征值和特征向量,ISOMAP算法中的矩阵也是实

对称矩阵,因此可以用块Davidson方法进行求解.
3.3 基于Spark的并行块Davidson方法

块Davidson方法的主要计算过程是矩阵和矩

阵或矩阵和向量的乘积,所以块Davidson方法本身

就具有很强的并行性.为了提高块Davidson方法在

分布式环境下的计算效率,本文借鉴了王顺绪等[19]

在微机网络环境下实现的并行块Davidson方法,在
此基础上利用2.2节中的行块式矩阵乘法策略进行

改进,实现了Spark下的并行块Davidson方法,称
为SPB-Davidson方法,具体步骤如下:

(Ⅰ)实 现 矩 阵 的 分 布 式 存 储:为 充 分 利 用

Spark集群中每个节点的存储资源,把大规模矩阵

A 存储到HDFS中.
(Ⅱ)生成行块式矩阵Ai:从HDFS文件的每个

分块中按行读取矩阵信息,得到分布式行矩阵并转

化成基于RDD分区的行块式矩阵Ai.
(Ⅲ)定义特征向量空间的最大列数和初始矩阵

空间:选取正整数m 作为最大列数,随机生成初始

矩阵V1=[v1,v2,…,vl]并保存在主节点上.
(Ⅳ)计算Rayleigh矩阵 Hk:利用行块式矩阵

乘法策略,把Vk 从主节点广播到所有计算节点,分
别在每个计算节点中计算Ci =AiVk ,然后把所有

节点中的Ci 按矩阵块号顺序排列,得到一个阶数较

小的 乘 积 矩 阵 C,最 后 左 乘 特 征 空 间 向 量 的 转

置VT
k .
(Ⅴ)计算Hk 的l个最大特征值和对应的特征

向量 (μk,j,yk,j)(j=1,…,l):由于 Hk 的阶数和

Vk 的列数相同且远远小于n,所以可利用Spark中

的特征值求解函数eig来计算Hk 的l个最大特征

值和对应的特征向量.
(Ⅵ)计算 Ritz向量xk,j:在主节点上利用第

(Ⅴ)步中求得的特征向量yk,j 来计算Ritz向量.
(Ⅶ)计算残量rk,j =(μk,jI-Ai)xk,j :将所有

的xk,j 组成n*l阶的小矩阵X 并广播到各计算节

点中,每个计算节点先独立计算Ai 和X 的乘积,然
后主节点把所有计算节点中的乘积矩阵按块号顺序

排列,得到最终的乘积矩阵,最后按列计算l个残

量rk,j.
(Ⅷ)判断收敛性:在主节点上利用‖rk‖<ε

判断收敛性,满足条件则停止迭代.
(Ⅸ)计算新特征空间向量tk,j:在主节点上求

解方程Ck,jtk,j =rk,j(j=1,…,l).
(Ⅹ)生成新的向量空间:判断当前空间是否超过

最大列数m,如果未超过则在主节点上计算Vk+1=
MGS(Vk,tk,1,…,tk,l);否则在主节点上采用重新开

始技术为初始向量空间赋值V1 = MGS(xk,1,…,

xk,l,tk,1,…,tk,l),最后把新生成的向量空间Vk+1 或

V1 投入第(Ⅳ)步继续迭代.
在SPB-Davidson方法中,如果设置分区个数是
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集群节点个数的整数倍,可保证每个节点上的分区

数相同,因而每个RDD分区对应的行块式矩阵也

会最大限度地自动均衡分配到Spark集群的各个

节点上,从而提高内存资源利用率和计算效率.在

Spark中执行一次任务完成一个行块式矩阵的相

关操作,每次任务针对不同的行块式矩阵执行相

同的代码,这种方式的优点是可以实现移动计算,
即把计算任务下发到行块式矩阵所在的节点进行

处理.
ISOMAP算法进行特征映射时需要求解矩阵

的k个最大特征值,并行块Davidson方法能够同时

计算多个最大特征值,并能充分发挥Spark集群分

布式内存的计算优势,把大规模对称矩阵划分成行

块式小矩阵,从而提高大规模对称矩阵特征值的并

行求解效率.

4 基于Spark的并行ISOMAP算法

ISOMAP算法主要包括3个步骤:求k 近邻、
估计测地线距离及特征映射.ISOMAP的并行就是

这3个步骤的并行,算法流程如图5所示.

图5 并行ISOMAP算法流程

Fig.5 TheflowofparallelISOMAP

  (Ⅰ)求k近邻

为了把高维样本信息存储到 HDFS文件中,q
个RDD分区同时从文件中读取不同的数据,把高

维样本信息转化为键值对信息,生成textRDD.主节

点从q 个分区中收集textRDD得到text并广播到

所有计算节点上.计算每个分区中的样本点和其他

样本点的距离时,可先从text中读取相关键值对信

息,然后把求得的kRDD近邻信息保存到kText
中.本文使用精确欧式位置敏感哈希算法[20]求解k
近邻.其核心思想是先求出每个样本的候选近邻,然
后利用线性查找方法从候选近邻中查找k 近邻.在

Spark上并行实现k近邻求解过程如下:
(a)主节点生成位置敏感哈希函数并广播到各

个计算节点;
(b)利用位置敏感哈希函数,在计算节点上求

出当前样本点对应的候选近邻点;
(c)在计算节点上构建当前节点的k 个元素的

大根堆完成距离排序;

(d)依次读取大根堆元素,获取k个近邻点.
(Ⅱ)估计测地线距离

每个 RDD 分 区 的 任 务 从 相 应 节 点 中 读 取

kText信息,构建与相应的近邻点之间的距离矩阵

wRDD.测 地 线 距 离 用 最 短 路 径 来 近 似,采 用

Dijkstra算法计算最短路径.具体过程如下:
(a)把各个分区中每个样本A 看作源点,存入

集合S 中;
(b)在源点A 的k 个近邻中,找出与它距离最

近的样本B,然后把B 存入S 中;
(c)利用kText的信息,获取其他点到B 的距

离,更新其他点到A 的最短路径.如果此距离小于

S 外任何点到A 的距离,则存入S;否则,将距离更

小的点存入S;
(d)继续寻找最小距离,直至所有样本进入

S 中.
(Ⅲ)获得低维嵌入

wRDD先经过变换得到目标矩阵gRDD,然后
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利用SPB-Davidson方法求得最大特征值和特征向

量,具体过程如下:
(a)把 wRDD输入到 MDS算法得到目标矩

阵gRDD;
(b)把gRDD转化为行块式矩阵blkRDD;
(c)把blkRDD投入SPB-Davidson方法中,得

到k个最大特征值和对应的特征向量.
在并行ISOMAP算法中,使用精确欧式位置敏

感哈希算法求解k 近邻,得到的是近似近邻,其复

杂度远远低于线性搜索算法,同时具有很好的并行

性.通过利用Dijkstra算法计算最短路径来近似测

地线距离,并行实现可以大大提高计算效率.利用并

行块Davidson方法可以快速求得矩阵的最大特征

值和 特 征 向 量.总 之,通 过 并 行 极 大 地 提 高 了

ISOMAP算法的计算效率,能够实现较大规模数据

的快速降维.

5 实验结果

5.1 实验环境与实验数据

实验使用Hadoop集群和Spark集群,为方便两

种集群共用5个虚拟节点,每个节点的配置为:12核

CPU,16GB内存.实验数据为SwissRoll数据集和

S-curve数据集,如图6和7所示.在实现并行算法过

程中,为方便数据在Spark上以RDD键值对方式存

储和运算,从0开始为每个样本逐个添加索引.

图6 SwissRoll数据集

Fig.6 SwissRolldata

实验包括4部分:测试集群节点数对并行块

Davidson方法的影响;测试行块式矩阵乘积策略对

并行块Davidson方法的影响;并行块Davidson方

法的性能测试;并行ISOMAP算法的性能测试.
根据文献[1,21],两个数据集上选择近邻个数

图7 S-curve数据集

Fig.7 S-curvedata

为7时,既能保证近邻图的连通性,又能取得好的嵌

入结果,所以在本文的实验中也设定近邻个数为7.
对于RDD分区数,如果分区数太多,执行collect操

作时需要将分散在各节点上的数据提取到主节点

上,节点间数据传输增多将会降低算法的整体效率,
实验结合硬件配置兼顾并行度和算法的整体执行效

率,分区数设置为12.分区数据分配策略为:如果数

据行数能被分区数整除,则将数据平均分配到每个

分区;如果不能平均分配,Spark内部会根据分区

数,保证前面q-1个分区的数据相同,最后一个分区

保存剩余数据.
5.2 集群节点数对并行块Davidson方法的影响

为分析集群节点数对并行块Davidson方法的

影响,分别从SwissRoll和S-curve数据集上选取

10000个样本点进行测试.实验中,节点最多为5
个.在两个数据集上,分别利用并行块Davidson方

法计算部分最大特征值,统计算法执行时间,算法执

行时间随集群节点数变化情况如表1所示.
表1 并行块Davison方法执行时间随集群节点数变化

Tab.1 Timeofsolvingtheeigenvalue
fordifferentnumberofnodes(s)

数据集
节点数

1 2 3 4 5

SwissRoll 125 118 112 108 104

S-curve 107 102 98 96 94

  由表1实验结果可知,对同一数据集,在相同的

分区数和近邻个数条件下,随着集群节点数的增加,
算法执行时间随之减少.这是因为结点越多,每个节
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点分配到的数据就越少,每个节点计算所需时间就

越少,进而整体计算时间减少.
5.3 行块式矩阵乘法策略对并行块Davidson方法

的影响

为测试行块式矩阵乘法策略对并行特征值求解

方法的影响,与未使用行块式矩阵乘法策略的情况

(使用行矩阵计算)进行比较.分别从SwissRoll和

S-curve数据集中选取1500、3000、6000、12000
个样本点,利用并行块Davidson方法求解部分最大

特征值,所用时间如表2和表3所示.实验中,集群

节点数为5.
表2 SwissRoll数据上并行块Davidson

方法分块与未分块比较(s)

Tab.2 Comparisonofblockingandunblocking
onSwissRolldataset(s)

方法
数据量

1500 3000 6000 12000

未分块 15 27 156 790

分块 20 26 39 138

表3 S-curve数据集上并行块Davidson
方法分块与未分块比较(s)

Tab.3 Comparisonofblockingandunblocking
onS-curvedataset(s)

方法
数据量

1500 3000 6000 12000

未分块 19 34 165 810

分块 21 29 38 126

  由表2,3的结果可知,数据量较小时,两种情况

效率相近.随着数据增多,采用行块式策略的效率高

于未采用行块式策略的,而且数据越多,效果越明

显.造成这种现象的原因是,当数据量较小时,由于

集群性能优势,两种方式的运行速度都比较快.数据

增多后,由于未采用行块式策略计算时使用的是简

单的向量-向量运算或者矩阵-向量运算,存在大量

类似重复运算,导致计算消耗大大增加.行块式矩阵

可以利用Spark中的矩阵运算库,具有较高的运算

效率.总之,行块式矩阵乘法策略在一定程度上提高

了并行块Davidson方法的效率.
5.4 并行块Davidson方法性能测试

为了测试并行块Davidson方法的性能,与单机

下的块Davidson方法进行比较.分别从SwissRoll
和S-curve数 据 集 中 选 取 1500、3000、6000、
12000个样本点,利用并行块Davidson方法求解部

分最大特征值,所用时间如表4和5所示.实验中,
集群节点数为5.

表4 SwissRoll数据集上两种环境下

并行块Davidson方法执行时间比较(s)

Tab.4 ComparisonofruntimeofparallelblockDavidson
methodonSwissRolldatasetfortwoenvironments(s)

环境
据量

150030006000 12000 20000

单机 13 35 370 内存溢出 内存溢出

Spark 20 26 39 138 276

表5 S-curve数据集上两种环境下并行块

Davidson方法执行时间比较(s)

Tab.5 ComparisonofruntimeofparallelblockDavidson
methodonS-curvedatasetfortwoenvironments(s)

环境
数据量

150030006000 12000 20000

单机 20 32 365 内存溢出 内存溢出

Spark 21 29 38 126 270

  从表4,5的结果可以看出,数据量较小时,两种

环境下计算效率相近.这是因为Spark集群中主节点

和从节点之间的I/O消耗了一部分时间.随着数据量

增大,单机耗时越来越长,甚至发生内存溢出,Spark
集群的优势越来越明显.导致这种结果主要有两方面

因素:一是并行块Davidson方法本身都是基于向量

空间的迭代算法,能够充分利用Spark的内存迭代计

算优势;二是算法中使用了行块式矩阵,能够充分利

用Spark自带的矩阵计算库,提高了计算效率.
5.5 并行ISOMAP算法性能测试

为了分析并行ISOMAP算法的整体性能,分别

从SwissRoll和 S-curve数 据 集 中 选 取3000、
6000、12000个样本点,在Spark和单机下分别执

行并行ISOMAP算法,比较二者的执行时间,并计

算数据量为6000时的加速比.执行时间如表6和

表7所 示,加 速 比 如 图8和9所 示.执 行 并 行

ISOMAP算法时,集群节点个数为5.
表6 SwissRoll上并行ISOMAP算法执行时间(s)

Tab.6 ExecutiontimeofparallelISOMAP
onSwissRollfortwocases(s)

环境
数据量

3000 6000 12000 20000

单机 86 764 内存溢出 内存溢出

Spark 55 98 345 580
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表7 S-curve上并行ISOMAP算法执行时间(s)

Tab.7 ExecutiontimeofparallelISOMAP
onS-curvefortwocases(s)

环境
数据量

3000 6000 12000 20000

单机 68 724 内存溢出 内存溢出

Spark 58 95 315 574

图8 ISOMAP在SwissRoll的加速比

Fig.8 SpeeduponSwissRoll

图9 ISOMAP在S-curve上的加速比

Fig.9 SpeeduponS-curve

  从上述实验结果可以看出,随着数据的增多,

ISOMAP算法在两个数据集上的执行时间越来越

长,而且单机上的增长率高于Spark.随着节点个数

的增加,加速比也随之增长,并且当节点个数在2到

5之间时,加速比几乎呈线性增长趋势.这主要得益

于ISOMAP算法3个步骤的并行处理,通过并行极

大地提高了求解k 近邻和估计测地线距离的效率;
同时,在Spark上执行并行块Davidson方法求解特

征值时,矩阵在内存中持久化,迭代时直接复用内存

中的数据,提高了计算效率.此外,在并行算法的执

行过程中,利用行块式矩阵乘法策略实现分布式矩

阵乘法,极大地提高了各步骤中矩阵运算的效率.
为了直观地展示并行ISOMAP算法的效果,分

别对含有10000个样本点的SwissRoll和S-curve

数据集进行降维处理,结果如图10和11所示.

图10 ISOMAP在SwissRoll上降维结果

Fig.10 ResultsonSwissRoll

图11 ISOMAP在S-curve上降维结果

Fig.11 ResultsonS-curve

从图中结果可以看出,并行ISOMAP算法对

SwissRoll和S-curve数据集降维处理后都能得到

较好的低维嵌入.

6 结论

ISOMAP算法可以发现隐藏在高维数据中的

低维流形,它通过将高维数据映射到低维空间中来

降低数据的复杂性.由于其时空复杂度较高,需要求

解矩阵的特征值,当数据量较大时,单机上难以运

行.于 是 本 文 提 出 了 一 种 基 于 Spark的 并 行 块

Davidson方法,该方法可以快速地求解大规模矩阵

的最大特征值;同时本文提出一种行块式矩阵乘法

策略以提高矩阵乘法的效率;在此基础上进一步提

出了基于Spark的并行ISOMAP算法.实验结果表

明,并行块Davidson方法极大地提高了大规模矩阵

特征值求解效率,从而提高了并行ISOMAP算法的

性能.下一步的工作是将并行ISOMAP算法应用到

实际应用中并研究多流形下ISOMAP算法的并行

实现.
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